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par(mfrow = c(1,2)) 
plot(Residuos3 ~  dados$Y, xlab = "Y observado", ylim = c(-25, 25), ylab = "
Resíduo (%)", main = "Modelo 3") 

abline(0,0) 
hist(Residuos3, xlab = "Classe de erro (%)", xlim = c(-25, 25), breaks = int
ervalos, ylab = "Frequência",  

     main = "") 

axis(1, intervalos, intervalos) 

 

plot(Residuos4 ~  dados$Y, xlab = "Y observado", ylim = c(-25, 25), ylab = "
Resíduo (%)", main = "Modelo 4") 

abline(0,0) 
hist(Residuos4, xlab = "Classe de erro (%)", xlim = c(-25, 25), breaks = int
ervalos, ylab = "Frequência",  

     main = "") 

axis(1, intervalos, intervalos) 

 

plot(Residuos5 ~  dados$Y, xlab = "Y observado", ylim = c(-25, 25), ylab = "
Resíduo (%)", main = "Modelo 5") 

abline(0,0) 
hist(Residuos5, xlab = "Classe de erro (%)", xlim = c(-25, 25), breaks = int
ervalos, ylab = "Frequência",  

     main = "") 

axis(1, intervalos, intervalos) 
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1 INTRODUÇÃO 

A análise de regressão consiste em modelar a dependência de uma variável 

(dependente) em relação a uma ou mais variáveis (independentes) (GUJARATI e 

PORTER, 2011). Esse tipo de análise é uma das técnicas estatísticas mais utilizadas 

para investigar e modelar o relacionamento entre variáveis de um processo 

(WERKEMA e AGUIAR, 2006). 

De acordo com Werkema e Aguiar (2006) a análise de regressão pode ser 

utilizada com vários objetivos, dentre os quais é possível destacar: descrição, quando 

se deseja utilizar uma equação para sumarizar ou descrever um conjunto de dados; 

predição de valores da variável de interesse; controle, com o objetivo de controlar a 

variável de interesse em faixas de valores pré-fixados; estimação, utilizada para 

estimar parâmetros desconhecidos de equações teóricas que representam o 

relacionamento entre variáveis. No entanto, conforme destacado pelos autores, em 

grande parte das situações encontradas na prática, a análise de regressão é utilizada 

para atender simultaneamente a mais de um dos objetivos citados. 

A ideia da análise de regressão é obter um modelo matemático ajustado aos 

dados para representar o relacionamento entre as variáveis de interesse. Esses 

modelos relacionam o comportamento de uma variável dependente ($) com outra (s) 

independente (s) (%&), permitindo obter o valor médio de $ para valores conhecidos ou 

fixados de %&. Quando a função que relaciona duas variáveis é do tipo $ = 	)* +

	),% + 	-, temos o modelo de regressão simples, isto é, envolve apenas duas 

variáveis. Quando são envolvidas mais de duas variáveis, ou seja, o comportamento 

de $ é explicado por mais de uma variável independente (%,, %/, … , %1), o modelo é 

chamado de múltiplo. 

Outra forma de classificação dos modelos de regressão é quanto à linearidade 

dos parâmetros. Um modelo é linear quando as derivadas parciais de $ em relação 

aos parâmetros ()*, ),, … , )1)	não são funções dos próprios parâmetros. Portanto, o 

adjetivo linear é usado para indicar que o modelo é linear nos seus parâmetros, e não 

que $ é função linear de %& (FERREIRA, 2009). Em outras palavras, linearidade nos 

parâmetros não é sinônimo de linearidade entre as variáveis. 

Para que um modelo de regressão possa ser empregado, é necessário atender 

alguns pressupostos. Na regressão linear pressupõe-se que o relacionamento entre $ 

e %&	é linear nos parâmetros, os erros não são correlacionados, apresentando 

distribuição normal com média zero e variância constante. Se essas pressuposições 
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não se confirmarem, o modelo será inadequado para fazer as inferências de interesse 

(WERKEMA e AGUIAR, 2006). Nesse sentido, após o ajuste, é necessário verificar se 

as pressuposições foram atendidas por meio de técnicas estatísticas como, por 

exemplo, a análise gráfica de resíduos ou até mesmo aplicando testes estatísticos 

específicos.  

Caso o modelo possa ser considerado adequado, isto é, atenda às 

pressuposições, isso não implica atendimento da precisão requerida. Portanto, caso o 

objetivo seja utilizar o modelo ajustado para fazer previsões da variável de interesse, 

é necessário avaliar a precisão das estimativas. Isso pode ser feito por meio da 

análise de resíduos e estatísticas de precisão de ajuste. Geralmente as estatísticas de 

precisão de ajuste não são utilizadas para detectar desvios das pressuposições 

associados ao modelo (WERKEMA e AGUIAR, 2006), mas informam em que medida 

os dados podem ser representados pelo modelo ajustado. 

Assim, por meio da avaliação do atendimento das pressuposições e da precisão 

do ajuste é possível escolher o modelo mais apropriado do ponto de vista estatístico. 

Na literatura são encontrados diversos critérios para avaliação e seleção de ajustes, 

alguns deles são apresentados a seguir. 

Cabe destacar que este material não tem a presunção de esgotar o assunto de 

avaliação de ajustes de regressão linear e também não irá incluir a avaliação de 
modelos do ponto de vista biológico, químico, dentre outros. 

2 ANÁLISE GRÁFICA DE RESÍDUOS 

A análise de resíduos tem uma importância fundamental na verificação da 

qualidade dos ajustes de modelos. Esse tipo de análise fornece evidências sobre 

possíveis violações nas pressuposições do modelo, tais como a de normalidade, 

homocedasticidade, e quando for o caso ainda fornece indícios de falta de ajuste do 

modelo proposto (CHARNET et al., 2008), ou até mesmo da independência dos erros. 

Um resíduo é definido por: 

23 = 	43	5	43		6 = 1, 2, … , 9 

em que: 43 é uma observação e 43 é o valor correspondente estimado por meio do 

modelo de regressão. 

É conveniente visualizar os resíduos como valores observados para o erro - 

que aparece no modelo. Portanto, de acordo com essa interpretação, é razoável 

esperar que quaisquer desvios das suposições feitas sobre o erro poderão ser 
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# CV 
 

100*(S_corr5/mean(dados$Y)) 

## [1] 11.62075 

# BIAS 
 

sum(dados$Y-exp(modelo5$fitted.values))*100/length(dados$Y) 

## [1] 8.012108 

# RQEM 
 

sqrt(sum((dados$Y-exp(modelo5$fitted.values))^2)/length(dados$Y))*100/mean(d
ados$Y) 

## [1] 10.71381 

# AIC 
 

AIC(modelo5) 

## [1] -40.16627 

# BIC 
 

BIC(modelo5) 

## [1] -36.18334 

# Resíduos (%) 
 

Residuos5 <- ((exp(modelo5$fitted.values)-(dados$Y))/dados$Y)*100 
 

# Gráficos de Resíduos 
 

intervalos <- c(-25, -20, -15, -10, -5, 0, 5, 10, 15, 20, 25) 
 

par(mfrow = c(1,2)) 
plot(Residuos1 ~  dados$Y, xlab = "Y observado", ylim = c(-25, 25), ylab = "
Resíduo (%)", main = "Modelo 1") 

abline(0,0) 
hist(Residuos1, xlab = "Classe de erro (%)", xlim = c(-25, 25), breaks = int
ervalos, ylab = "Frequência",  

     main = "") 

axis(1, intervalos, intervalos) 

 

par(mfrow = c(1,2)) 
plot(Residuos2 ~  dados$Y, xlab = "Y observado", ylim = c(-25, 25), ylab = "
Resíduo (%)", main = "Modelo 2") 

abline(0,0) 
hist(Residuos2, xlab = "Classe de erro", xlim = c(-25, 25), breaks = interva
los, ylab = "Frequência",  

     main = "") 

axis(1, intervalos, intervalos) 
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sqrt(sum((dados$Y-exp(modelo4$fitted.values))^2)/length(dados$Y))*100/mean(d
ados$Y) 

## [1] 9.560415 

# AIC  
 

AIC(modelo4) 

## [1] -47.00829 

# BIC  
 

BIC(modelo4) 

## [1] -43.02536 

# Resíduo (%) 
 

Residuos4 <- ((exp(modelo4$fitted.values)-(dados$Y))/dados$Y)*100 
 

# Modelo 5 
 

modelo5 <- lm (log(Y) ~ log(X1) + X1, dados) 
 

summary5 <- summary(modelo5) 
 

summary5 

##  

## Call: 

## lm(formula = log(Y) ~ log(X1) + X1, data = dados) 

##  

## Residuals: 

##       Min        1Q    Median        3Q       Max  

## -0.160226 -0.049964 -0.006866  0.048620  0.178442  

##  

## Coefficients: 

##             Estimate Std. Error t value Pr(>|t|)     

## (Intercept) -4.36700    0.60219  -7.252 1.35e-06 *** 

## log(X1)      2.96299    0.36977   8.013 3.57e-07 *** 

## X1          -0.04229    0.02596  -1.629    0.122     

## --- 

## Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1 

##  

## Residual standard error: 0.07872 on 17 degrees of freedom 

## Multiple R-squared:  0.9905, Adjusted R-squared:  0.9894  

## F-statistic: 888.2 on 2 and 17 DF,  p-value: < 2.2e-16 

# Recalculando o erro padrão 
 

S_corr5 <- sqrt(sum((dados$Y-exp(modelo5$fitted.values))^2)/summary5$df[2]) 

S_corr5 

## [1] 2.78317 
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detectados se for realizada uma análise de resíduos, já que os resíduos 23 deverão 

refletir as propriedades dos erros -3 (WERKEMA e AGUIAR, 2006). 

A análise dos resíduos pode ser realizada por meio de gráficos, como 

apresentado a seguir. 

2.1 GRÁFICO DE RESÍDUOS VERSUS VALORES OBSERVADOS DA VARIÁVEL 
DEPENDENTE (43) 

Um gráfico dos resíduos 23 contra os correspondentes valores observados da 

variável dependente permite detectar problemas no ajuste da curva como, por 

exemplo, desvios da linearidade (Figura 1a), presença de amostras atípicas (Figura 

1b), heterocedastidade, ou seja, a variância do erro não é constante (Figura 1c) e 

dependência entre os erros (Figura 1d). Uma curva bem ajustada deverá apresentar 

erros com distribuição uniforme, média zero e variância constante (homocedastidade), 

e ausência de amostras atípicas (Figura 1e). Como destacam Morettin e Bussab 

(2011), a situação ideal para os resíduos é uma distribuição aleatória em torno do 

zero, sem nenhuma observação muito discrepante. Isso indica que o modelo linear e 

as suposições a ele associadas são apropriadas. 

 
Figura 1 - Gráfico dos resíduos mostrando (a) desvios da linearidade, (b) amostras 

atípicas, (c) heterocedastidade, (d) erros correlacionados e (e) resíduos com 
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homocedastidade e normalmente distribuídos. Fonte: Adaptado de RIBEIRO et al., 

(2008). 

 Para plotar um gráfico com o erro em porcentagem, esse pode ser calculado 

por: 

:2;	 % = 	
43 − 43
43

	∗ 100 

em que: :2;	 %  é o resíduo em porcentagem, 43 valor observado da variável 

dependente e 43 é o valor estimado da variável dependente. 

 É importante destacar que no caso de modelos em que é necessário 

transformar a variável dependente, por exemplo, @9 $ = 	)* +	),@9 %, + 	-, quando 

se faz o gráfico de resíduos deve-se plotar a variável dependente, valor observado ou 

estimado, na escala original. No exemplo, seriam plotados os valores de $ ao invés 

de @9 $ . 

 2.2 GRÁFICO DE RESÍDUOS VERSUS VALORES ESTIMADOS (43 ) 

Esse tipo de gráfico fornece o mesmo tipo de informação obtida pelo gráfico de 

resíduos contra valores observados da variável dependente. Assim, a interpretação 
dos padrões será semelhante à descrita na seção 2.1. 

2.3 HISTOGRAMA DE FREQUÊNCIA DOS RESÍDUOS 

Esse tipo de gráfico é útil para verificar se a hipótese de normalidade dos resíduos 

está sendo atendida (MORETTIN e BUSSAB, 2011) e avaliar a precisão das 

estimativas. A situação ideal é que os resíduos apresentem tendência de normalidade 

e se concentrem nas classes mais próximas a zero (Figura 2). 

 

Figura 2 - Histograma de frequência de resíduos por classe de erro. 
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modelo4 

##  

## Call: 

## lm(formula = log(Y) ~ log(X1) + log(X2), data = dados) 

##  

## Coefficients: 

## (Intercept)      log(X1)      log(X2)   

##      -5.450        1.634        1.265 

summary4 <- summary(modelo4) 
 

summary4 

##  

## Call: 

## lm(formula = log(Y) ~ log(X1) + log(X2), data = dados) 

##  

## Residuals: 

##       Min        1Q    Median        3Q       Max  

## -0.169315 -0.024160 -0.007522  0.019779  0.144161  

##  

## Coefficients: 

##             Estimate Std. Error t value Pr(>|t|)     

## (Intercept)  -5.4501     0.6352  -8.580 1.39e-07 *** 

## log(X1)       1.6343     0.2294   7.124 1.70e-06 *** 

## log(X2)       1.2655     0.3874   3.267  0.00455 **  

## --- 

## Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1 

##  

## Residual standard error: 0.06635 on 17 degrees of freedom 

## Multiple R-squared:  0.9933, Adjusted R-squared:  0.9925  

## F-statistic:  1254 on 2 and 17 DF,  p-value: < 2.2e-16 

# Recalculando o erro padrão  
 

S_corr4 <- sqrt(sum((dados$Y-exp(modelo4$fitted.values))^2)/summary4$df[2]) 
 

S_corr4 

## [1] 2.483549 

# CV  
 

100*(S_corr4/mean(dados$Y)) 

## [1] 10.36973 

# BIAS 
 

sum(dados$Y-exp(modelo4$fitted.values))*100/length(dados$Y) 

## [1] 8.61221 

# RQEM 
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##  

## Call: 

## lm(formula = Y ~ I((X1^2) * X2), data = dados) 

##  

## Residuals: 

##     Min      1Q  Median      3Q     Max  

## -7.6816 -0.7490 -0.0570  0.6862  6.7620  

##  

## Coefficients: 

##                 Estimate Std. Error t value Pr(>|t|)     

## (Intercept)    1.8440701  1.0686304   1.726    0.102     

## I((X1^2) * X2) 0.0033139  0.0001345  24.643 2.55e-15 *** 

## --- 

## Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1 

##  

## Residual standard error: 2.597 on 18 degrees of freedom 

## Multiple R-squared:  0.9712, Adjusted R-squared:  0.9696  

## F-statistic: 607.3 on 1 and 18 DF,  p-value: 2.551e-15 

# CV 
 

100*(summary3$sigma/mean(dados$Y)) 

## [1] 10.84448 

# BIAS 
 

sum(dados$Y-modelo3$fitted.values)*100/length(dados$Y) 

## [1] 3.996803e-14 

# RQEM 
 

sqrt(sum((dados$Y-modelo3$fitted.values)^2)/length(dados$Y))*100/mean(dados$
Y) 

## [1] 10.28798 

# AIC 
AIC(modelo3) 

## [1] 98.8285 

# BIC  
 

BIC(modelo3) 

## [1] 101.8157 

# Resíduo (%) 
 

Residuos3 <- (((modelo3$fitted.values)-(dados$Y))/dados$Y)*100 

 

# Modelo 4 
 

modelo4 <- lm(log(Y)~ log(X1) + log (X2), dados) 
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2.4 GRÁFICO DA ESTIMATIVA DA VARIÁVEL DEPENDENTE (43) VERSUS 
VALORES OBSERVADOS DA VARIÁVEL DEPENDENTE (43) 

Nesse tipo de gráfico são plotados os valores estimados contra os valores 

observados. A situação ideal é que os pontos tenham a tendência de uma reta 

partindo da origem e formando um ângulo de 45°, com distribuição uniforme das 

observações ao longo da reta (Figura 3), indicando alta correlação entre valores 

observados e estimados. A tendência de concentração de pontos abaixo da reta 

(Figura 4) indica subestimação da variável dependente e a concentração dos pontos 

acima da reta (Figura 5) indica superestimação da variável dependente. 

 

 

Figura 3 – Gráfico de valores estimados versus valores observados, indicando alta 
correlação entre valores estimados e valores observados. 
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Figura 4 - Gráfico de valores estimados versus valores observados, com tendência de 
subestimação para valores de 4 maiores que 0,4. 

 

Figura 5 - Gráfico de valores estimados versus valores observados, com tendência de 
superestimação para valores de 4 maiores que 0,4. 
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## Residuals: 

##     Min      1Q  Median      3Q     Max  

## -6.7463 -1.1039 -0.2386  0.5694  8.0703  

##  

## Coefficients: 

##             Estimate Std. Error t value Pr(>|t|)     

## (Intercept) -2.54465    1.29409  -1.966   0.0649 .   

## I(X1^2)      0.10350    0.00445  23.260    7e-15 *** 

## --- 

## Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1 

##  

## Residual standard error: 2.747 on 18 degrees of freedom 

## Multiple R-squared:  0.9678, Adjusted R-squared:  0.966  

## F-statistic:   541 on 1 and 18 DF,  p-value: 6.999e-15 

# CV 
 

100*(summary2$sigma/mean(dados$Y)) 

## [1] 11.46891 

# BIAS 
 

sum(dados$Y-modelo2$fitted.values)*100/length(dados$Y) 

## [1] 2.220446e-14 

# RQEM 
 

sqrt(sum((dados$Y-modelo2$fitted.values)^2)/length(dados$Y))*100/mean(dados$
Y) 

## [1] 10.88036 

# AIC 
 

AIC(modelo2) 

## [1] 101.0678 

# BIC 
 

BIC(modelo2) 

## [1] 104.055 

# Resíduo (%) 
 

Residuos2 <- (((modelo2$fitted.values)-(dados$Y))/dados$Y)*100 

 

# Modelo 3 
 

modelo3 <- lm(Y ~ I((X1^2)*X2), dados) 
 

summary3 <- summary(modelo3) 
 

summary3  
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#cv 
 

100*(S_corr1/mean(dados$Y)) 

## [1] 14.96154 

# BIAS 
 

sum(dados$Y-exp(modelo1$fitted.values))*100/length(dados$Y) 

## [1] 53.31606 

# RQEM 
 

sqrt(sum((dados$Y-exp(modelo1$fitted.values))^2)/length(dados$Y))*100/mean(d
ados$Y) 

## [1] 14.19376 

# AIC  
 

AIC(modelo1) 

## [1] -23.0522 

# BIC  
 

BIC(modelo1) 

## [1] -20.065 

# Resíduo (%)  
 

Residuos1 <- ((exp(modelo1$fitted.values)-(dados$Y))/dados$Y)*100 
 

 

# Modelo 2 
 

modelo2 <- lm(Y ~ I(X1^2), dados) 
 

modelo2 

##  

## Call: 

## lm(formula = Y ~ I(X1^2), data = dados) 

##  

## Coefficients: 

## (Intercept)      I(X1^2)   

##     -2.5446       0.1035 

summary2 <- summary(modelo2) 
 

summary2 

##  

## Call: 

## lm(formula = Y ~ I(X1^2), data = dados) 

##  
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3 COEFICIENTE DE DETERMINAÇÃO  

O coeficiente determinação (:/) pode ser interpretado como a proporção da 

variabilidade presente nas observações da variável dependente 4, que é explicada 

pela (s) variável (eis) independente (s) A(&) no modelo de regressão ajustado aos 

dados. Em outras palavras, a proporção da soma de quadrados total que é explicada 

pela regressão. O coeficiente de determinação é definido por: 

 

:/ = 	
CD:2E

CDF
= 1 −	

CD:

CDF
 

 
em que :/= coeficiente de determinação; CDF = soma de quadrados total; CD:2E =	 

soma de quadrados da regressão; CD: =	 soma de quadrados do resíduo. 

O valor de :/ pertence ao intervalo 	0	 ≤ :/ 	≤ 1 (pois 	0	 ≤ 	CD: ≤ CDF ), ou 

expresso em porcentagem 	0	 ≤ :/ 	≤ 100%, e quanto mais próximo de 1 ou de 

100%, melhor o ajuste do modelo. 

O coeficiente de determinação deve ser empregado com cuidado devido aos 

seguintes motivos (WERKEMA e AGUIAR, 2006): 

- É possível aumentar o valor de :/ por meio da adição de novas variáveis 

regressoras ao modelo. No entanto, apesar do maior valor para :/, nem sempre o 

novo modelo será melhor que o primeiro. 

- A magnitude de :/ depende da faixa de variação da variável regressora. É possível 

que :/ seja pequeno simplesmente porque as observações em A estão assumindo 

um campo de variação muito pequeno para que o relacionamento entre A e 4 possa 

ser detectado. Por outro lado, um valor elevado para :/ pode ocorrer porque A 

assumiu um campo de variação muito grande, o qual não ocorre em condições 

usuais.  

- :/ não mede a adequação do modelo já que, mesmo que A e 4 não apresentem um 

relacionamento linear, é possível que :/ assuma valores elevados. Ou seja, ainda 

que as pressuposições da análise de regressão não sejam atendidas é possível 

encontrar altos valores de :/. 

4 COEFICIENTE DE DETERMINAÇÃO AJUSTADO 

O :/ é dependente do número de observações (9) da amostra e do número de 

variáveis independentes do modelo, tendendo a aumentar quando 9 diminui e quando 

são adicionadas variáveis independentes ao modelo. Para contornar esse problema é 
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utilizado o coeficiente de determinação ajustado (:/), também chamado coeficiente 

de determinação corrigido para os graus de liberdade, expresso por: 

:/ = 	:/ −	
1 −	:/

9 − 2
 

em que: :/ é o coeficiente de determinação ajustado; :/ é o coeficiente de 

determinação e 9 é o número de observações. 

De acordo com Bertolo (2016): 

a) o :/ é menor ou igual a :/; 

b) adicionando variáveis independentes ao modelo o :/ aumentará, já o :/ poderá 

aumentar ou diminuir nessa situação; 

c) o :/ pode ser negativo. 

 O :/ pode ser negativo quando: 

:² < 	
J

9 − 1
 

em que: :² é  o coeficiente de determinação,  J é o número de parâmetros do modelo 

e 9 é o número de observações. 

5 ERRO PADRÃO DA REGRESSÃO  

O erro padrão da regressão (CKL) é uma medida das diferenças (ou distâncias) 

entre os valores amostrais observados (43) e os valores preditos (43) por meio da 

curva de regressão, ou seja, é uma medida da variabilidade das observações em 

torno da curva ajustada. Assim, CKL informa de modo aproximado a extensão do erro 

das estimativas. Portanto, quanto menor o	CKL, melhor o ajuste. 

O CKL é dado por: 

CKL = 	± DN: 

em que: CKL é o erro padrão da regressão e DN: é o quadrado médio do resíduo da 

regressão. 

 Cabe salientar que essa estatística é válida para comparar modelos se as 

variáveis dependentes apresentarem a mesma unidade (CAMPOS e LEITE, 2009). 

Portanto, quando se deseja utilizar o CKL para comparar modelos com variáveis 

dependentes em diferentes unidades, é necessário converter as estimativas dos 

modelos para a escala original da variável e posteriormente calcular-se o erro padrão 
da regressão.  
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APÊNDICE A – AJUSTE E AVALIAÇÃO DE MODELOS DE REGRESSÃO LINEAR 
NO R 

# Importação dos dados 
 

dados <- read.csv("dados.csv", header = TRUE, dec = ",", sep= ";") 
 

head(dados) 

##      Y   X1 X2 

## 1 39.5 19.4 29 

## 2 48.6 20.4 29 

## 3 39.0 21.6 29 

## 4 14.7 12.7 23 

## 5  4.0  7.6 15 

## 6  4.9  8.6 17 

# Modelo 1 
 

modelo1 <- lm(log(Y) ~ I(1/X1), dados) 
 

summary1 <- summary(modelo1) 
 

summary1 

##  

## Call: 

## lm(formula = log(Y) ~ I(1/X1), data = dados) 

##  

## Residuals: 

##      Min       1Q   Median       3Q      Max  

## -0.16556 -0.07981 -0.03588  0.04251  0.27546  

##  

## Coefficients: 

##              Estimate Std. Error t value Pr(>|t|)     

## (Intercept)   5.13526    0.08673   59.21  < 2e-16 *** 

## I(1/X1)     -30.58559    1.14609  -26.69  6.3e-16 *** 

## --- 

## Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1 

##  

## Residual standard error: 0.1234 on 18 degrees of freedom 

## Multiple R-squared:  0.9753, Adjusted R-squared:  0.974  

## F-statistic: 712.2 on 1 and 18 DF,  p-value: 6.305e-16 

# Recalculando o erro padrão 
 

S_corr1 <- sqrt(sum((dados$Y-exp(modelo1$fitted.values))^2)/summary1$df[2]) 
 

S_corr1 

## [1] 3.583288 
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6 COEFICIENTE DE VARIAÇÃO DA REGRESSÃO 

O coeficiente de variação mede a dispersão relativa das observações 

(HOFFMANN, 2015), pois expressa o erro padrão da regressão em porcentagem da 

média (CAMPOS e LEITE, 2009). Quanto menor for o coeficiente de variação, melhor 

será o ajuste. É dado por:  

	

OP	 % = 	
DN:

$
	∗ 100 = 	

CKL
$
	∗ 100 

em que: OP é o coeficiente de variação, DN: é o quadrado médio do resíduo da 

regressão, $ é a média dos valores observados da variável dependente $ e CKL é o 

erro padrão da regressão. 

7 BIAS 

Bias é uma medida de tendência, isto é, uma estimativa do erro sistemático 

associado aos valores estimados pelo modelo. Quanto mais próximo de zero, melhor 
o ajuste. O valor de bias é dado por: 

Q6R;	 % = 	
100

9
	∗ 	 43 − 43  

 

em que: 43 é o valor observado da variável dependente, 43 é o valor estimado da 

variável dependente e 9 é o número de observações.  

8 RAIZ QUADRADA DO ERRO MÉDIO 

A raiz quadrada do erro médio (:DSN) é uma estimativa do afastamento médio 

entre valores observados e valores estimados. Em outras palavras é uma estimativa 

do erro aleatório associado aos valores estimados pelo modelo. Quanto menor o valor 

dessa estatística, melhor o ajuste. A :DSN é dada por: 

 

:DSN	(%) = 	
43−	43

/

9
	∗ 	
100

4
 

em que: :DSN é a raiz do erro médio, 43 é o valor observado da variável dependente, 

	43 é o valor estimado da variável dependente, 4 é o valor médio observado da 

variável dependente e 9 é o número de observações.  
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9 SIGNIFICÂNCIA DOS PARÂMETROS DO MODELO 

Outro critério para escolha de modelos é analisar a significância de seus 

parâmetros pelo teste t. Nesse caso, a hipótese nula é que cada parâmetro do modelo 

pode ser considerado igual a uma constante conhecida (frequentemente 0).  
A estatística do teste é dada por: 

T = 	
)3 − 	)

C()3)
		;29UV	C )3 = 	 C²()3) 

em que: )3 parâmetro estimado do modelo, ) é uma constante,  C()3) é o desvio-

padrão do parâmetro e C²()3) é a variância do parâmetro, obtida da diagonal principal 

da matriz de variâncias e covariâncias dos parâmetros do modelo de regressão.	 

Do ponto de vista estatístico, uma variável só deve estar no modelo se seu 

coeficiente for significativo, o que indica que a variável independente explica a 

variável dependente. Neste material não foi considerada a consistência biológica, 

química, dentre outras, já que isto está relacionado a problemas específicos e este 

material tem aspecto de análise geral. 

10 CRITÉRIOS DE INFORMAÇÃO 

A seleção de modelos também pode ser feita utilizando métodos baseados na 

teoria de informação, como o Akaike Information Criterion – AIC (AKAIKE, 1974) e o 

Bayesian Information Criterion – BIC (SCHWARZ, 1978). Essas estatísticas avaliam a 

qualidade de modelos com base na função de verossimilhança. Quanto menores os 

valores obtidos para esses critérios, melhor o ajuste do modelo aos dados.  

O AIC e BIC são dados, respectivamente, por: 

WXO = 	−2YVE	 @J + 2J 

ZXO = 	−2YVE @J + J@9(9) 

em que: @J é a função de verossimilhança do modelo, p é o número de variáveis 

explicativas consideradas no modelo e 9 é o número de observações. 

11 EXEMPLO PRÁTICO 
	

Para ilustrar o uso dos critérios de seleção apresentados neste documento, 

foram ajustados modelos lineares simples e múltiplos (Tabela 1). 
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precisão. Nos modelos 2 e 4 os parâmetros foram significativos pelo teste t a 95 % de 

probabilidade. Já no modelo 5 o parâmetro )/ não foi significativo, por essa razão 

esse modelo foi eliminado da seleção.  

O modelo 4 apresentou maior		:/	(99,2 %) e menores valores de CKL (± 2,48), 

OP (10,37 %), :NSD (9,56 %) quando comparado ao modelo 2. Mas o modelo 2 se 

mostrou superior ao modelo 4 pelos menores valores de bias (2,22e-8 %), AIC (-47,01) 

e BIC (-43,03).  

Devido a isso, foi retomada a análise gráfica dos resíduos e se constatou que o 

modelo 4 apresentou uma distribuição do resíduo mais próxima de zero, quando 

comparado ao modelo 2. Portanto, conclui-se que o modelo 4 foi o que melhor se 

ajustou aos dados e a equação selecionada foi: 

@9	 $ = 	−5,45012 + 1,63431@9 %, + 	1,26549@9(%/). 

Para que as estimativas fossem ainda mais precisas, os pontos discrepantes 

identificados no gráfico de dispersão dos resíduos (Figura 6 – Modelo 4) foram 

retirados (resíduo de -13,4% e 18,4% referente à segunda e à terceira observação, 
respectivamente) e o ajuste do modelo 4 foi realizado novamente: 

@9	 $ = 	−5,1838 + 1,7527@9 %, + 	1,0813@9 %/ 		:
/ = 99,7%.	 
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Tabela 1 - Modelos ajustados. Em que: $ é a variável dependente; %,	2	%/ são as 

variáveis independentes; @9 é o logaritmo neperiano, )3 são os parâmetros do modelo 

e - é o erro aleatório 

Número Modelo 

1 @9 $ = 	)* +	),%,
5, + 	-		 

2 $ = 	)* +	),%,
/ + 	- 

3 $ = 	)* +	),%,
/%/ + - 

4 @9	 $ = 	)* + ),@9 %, +	)/@9(%/) + 	- 

5 @9	 $ = 	)* + ),@9 %, +	)/%, + - 

11.1 COMO REALIZAR UM AJUSTE 

	 Os ajustes dos modelos foram realizados nos softwares R Core Team (2017) 

versão 3.3.3 e Microsoft Excel (2010). O script completo para processamento no R 

está disponível no Apêndice A. Os dados utilizados são apresentados na Tabela 2.  

 

Tabela 2 – Dados utilizados no exemplo prático 

$ %, %/ 
39,5 19,4 29,0 
48,6 20,4 29,0 
39,0 21,6 29,0 
14,7 12,7 23,0 
4,0 7,6 15,0 
4,9 8,6 17,0 
6,8 9,9 18,0 
8,6 10,5 20,0 
9,2 10,5 20,4 

13,8 12,7 22,4 
16,2 14,0 22,6 
20,3 15,0 24,7 
19,2 14,3 24,0 
20,5 15,3 24,0 
53,9 23,6 29,0 
36,2 19,4 27,0 
24,9 16,6 25,4 
32,6 18,9 26,7 
38,0 19,4 27,0 
28,1 16,9 27,0 
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Para importação dos dados no R, a planilha foi salva no formato .csv (separado 

por vírgulas), como o nome de dados. 

 

# Importação dos dados 
 

 

dados <- read.csv("dados.csv", header = TRUE, dec = ",", sep= ";") 
 

 

 

# Verificando a importação 

 

head(dados)  

##     Y   X1  X2 

## 1 39.5 19.4 29 

## 2 48.6 20.4 29 

## 3 39.0 21.6 29 

## 4 14.7 12.7 23 

## 5  4.0  7.6 15 

## 6  4.9  8.6 17 

11.1.1 MODELO LINEAR SIMPLES 

 Para exemplificar esse tipo de ajuste foi utilizado o modelo 2 (Tabela 1).  

 

 A variável independente do modelo 2 é %,/, assim no Excel é necessário 

calcular o quadrado de %,. 

E EXCEL 

E IMPORTAÇÃO DOS DADOS NO R 

Separador de coluna Separador decimal 

As colunas contêm cabeçalho Nome do arquivo 

Mostra as primeiras linhas do arquivo importado 
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Figura 6 - Dispersão e histograma de frequência dos resíduos percentuais para cada 
ajuste realizado. 

11.4 DISCUSSÃO  

	 Na primeira etapa da seleção foram analisados os gráficos de resíduos (Figura 

6), pois existem situações em que um ajuste pode apresentar valores adequados em 

termos estatísticos e não gerar resultados adequados (TARALD, 1985). Isso porque 

erros de tendência podem estar ocorrendo em alguma amplitude de classe e não 

serem detectados pelas estatísticas que medem a precisão (CAMPOS e LEITE, 

2009). 

 O modelo 1 não apresentou distribuição homogênea do erro, com tendência de 

superestimação e subestimação, para os menores e os maiores valores de $ 

respectivamente. É possível observar no histograma de frequência que a distribuição 

do resíduo não tende à normalidade.  

O modelo 3 apresentou tendência de superestimação para os menores valores 

de $, o que pode ser verificado também pelo histograma que apresentou assimetria à 

direita. 

Os modelos 2, 4 e 5 apresentaram tendência de homogeneidade da variância 

do erro, com poucos pontos distantes da faixa compreendida entre -10% e 10%. O 

erro tendeu à normalidade com valores concentrados próximos a zero. 

  Nesse sentido, os modelos 2, 4 e 5 foram selecionados pela análise gráfica de 

resíduos. A próxima etapa foi definir o melhor modelo utilizando as estatísticas de 
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Figura 6 - Dispersão e histograma de frequência dos resíduos percentuais para cada 
ajuste realizado. 
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Calculado X1² à Clique em Dados à Análise de dados à Regressão à OK 
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Selecione o intervalo Y e X de entrada à Marque a caixa rótulos, pois as colunas 

contêm cabeçalho àEscolha uma opção de saída à Marque a caixa Resíduos à OK 

 

 

 

# Ajuste de um modelo linear simples  
 

 

modelo2 <- lm(Y ~ I(X1^2), dados) 
 

 

 

 

 

modelo2 

##  

## Call: 

## lm(formula = Y ~ I(X1^2), data = dados) 

##  

## Coefficients: 

## (Intercept)      I(X1^2)   

##     -2.5446       0.1035 

E R 

Função que ajusta 
modelos lineares 

Variável independente 

Objeto em que 
estão as variáveis 

Variável dependente 

Usada para inserir 
uma fórmula 
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Figura 6 - Dispersão e histograma de frequência dos resíduos percentuais para cada 
ajuste realizado. 
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11.4 RESULTADOS  

Os parâmetros e as estatísticas de precisão obtidas para todos os modelos são 
apresentados na Tabela 3. 

Tabela 3 - Parâmetros e estatísticas de precisão dos ajustes. 

Modelo )* ), )/ :/ :/ CKL CV(%) Bias(%) RQEM (%) AIC BIC 

1 5,13526 -30,58559* - 0,975 0,974 3,583 14,96 53,32 14,19 -23,05 -20,07 
2 -2,54465 0,10350* - 0,968 0,966 2,747 11,47 2,22E-08 10,88 101,07 104,06 
3 1,84407 0,00331* - 0,971 0,970 2,597 10,84 4,00E-08 10,29 98,83 101,82 
4 -5,45012 1,63431* 1,26549* 0,993 0,992 2,484 10,37 8,61 9,56 -47,01 -43,03 

5 -4,36700 2,96299* -0,04229n.s 0,991 0,989 2,783 11,62 8,01 10,71 -40,17 -36,18 
* significativo a 5 % de significância pelo teste t,  n.s não significativo a 5 % de significância pelo teste t. 

 

Nos modelos 1, 4 e 5, a variável dependente é @9($), então para usar o CKL 

para comparação com os modelos que a variável dependente é $, é necessário 

converter para a escala de $.  Essa regra também vale para comparar os resíduos 

graficamente. Logo, o erro padrão e os resíduos devem ser recalculados utilizando as 
estimativas do modelo na escala original da variável dependente: 

S;T6eRT6fR	9R	2;gRYR	Vh6E69RY = exp	(S;T6eRT6fR	2e	@9) 

Nesse caso, para cálculo do coeficiente de variação desses modelos deve-se 

utilizar o erro padrão corrigido. 

A dispersão e o histograma de frequência dos resíduos percentuais para cada 

ajuste realizado são apresentados na Figura 6. Analisando a Figura 6 é possível notar 

que os gráficos de resíduos apresentam a mesma escala, isso é imprescindível para 

comparar modelos. Para definir a amplitude do eixo de resíduo basta verificar, no 

conjunto de erro de todos os modelos, o valor mínimo e o valor máximo encontrados.  
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11.1.2 MODELO LINEAR MÚLTIPLO 

Nessa seção foi utilizado o modelo 4 (Tabela 1). 

 

É necessário calcular o logaritmo neperiano de $, %, e %/. 

 

 

 

O ajuste é semelhante ao modelo linear simples, a diferença é que no 

“Intervalo X de entrada” serão duas colunas. É importante lembrar que para ajuste de 

modelos lineares múltiplos no Excel, as colunas das variáveis independentes devem 
estar em sequência. 

 

EEXCEL 
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# Ajuste de um modelo linear múltiplo 

  
 

 

modelo4 <- lm(log(Y)~ log(X1) + log (X2), dados)  

 

 

 

 

 

modelo4 

##  

## Call: 

## lm(formula = log(Y) ~ log(X1) + log(X2), data = dados) 

##  

## Coefficients: 

## (Intercept)      log(X1)      log(X2)   

##      -5.450        1.634        1.265 

R 

Variável dependente 

Variáveis independentes 

Ln é obtido pela 
função log 
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11.3 COMO FAZER GRÁFICOS DE RESÍDUOS 

Nesse exemplo, optou-se por utilizar o gráfico de dispersão dos resíduos 

percentuais em função dos valores observados da variável dependente e o 

histograma de frequência dos resíduos percentuais. Também optou-se por utilizar 

apenas o software R para elaborar os gráficos. 

Os resíduos percentuais foram calculados para todos os modelos ajustados 

utilizando a fórmula apresentada na seção 2.1. Os gráficos de resíduos obtidos para 
todos os modelos são apresentados na Figura 6. 

# Cálculo do resíduo (%) para o modelo 2 (Tabela 1)	
	
Residuos2 <-  (((modelo2$fitted.values)-(dados$Y))/dados$Y)*100	
 

 

# Gráficos de resíduos modelo 2  
par(mfrow = c(1,2)) 

 

 

 

 

 

 

 

plot(Residuos2 ~  dados$Y, ylim = c(-25, 25), xlab = "Y observado",ylab = "R
esíduo (%)", main = "Modelo 1") 

 

abline(0,0) 

 

 

 

 

 

 

hist(Residuos2, xlab = "Classe de erro (%)", xlim = c(-25, 25), ylab = "Freq
uência", main = "") 

 

Colocando dois gráficos em uma figura	

Plota um gráfico de dispersão	

Y = Resíduo (%)	

X = Valor observado da variável 
dependente 

Rótulos dos eixos 

Título	

Linha horizontal intercepto=0 e inclinação=0	

Limites do eixo Y	

Plota um histograma de frequência	

_̀ 	_ 

X = Resíduo (%)	
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summary2 <- summary(modelo2) 
 

 

# CV 
 

100*(summary2$sigma/mean(dados$Y)) 

 

 

## [1] 11.46891 

# BIAS	
	
 

sum(dados$Y-modelo2$fitted.values)*100/length(dados$Y) 

 

 

## [1] 2.220446e-14 

# RQEM 

 

 

sqrt(sum((dados$Y-modelo2$fitted.values)^2)/length(dados$Y))*100/mean(dados$
Y) 

 

 

 

 

## [1] 10.88036 

# AIC 
 

AIC(modelo2) 

## [1] 101.0678 

# BIC 
 

BIC(modelo2) 

## [1] 104.055 

R 

a_b	

_c	

Soma de quadrados dos resíduos	 Comprimento da coluna = d 	

Soma de quadrado dos resíduos	

_c	

Função que retorna o valor de AIC  

Função que retorna o valor de BIC  

_̀ 
	_ 

Raiz quadrada	

Comprimento da coluna Y = d 	
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11.1.3 MODELO LINEAR SEM INTERCEPTO 

 

Para exemplificar foi ajustado o modelo 2 (Tabela 1) sem o intercepto, para 
isso basta marcar a caixa “Constante é zero”. 

 

 

# Ajuste de um modelo linear sem intercepto 
 

 

modelo.2 <- lm(Y ~ I(X1^2)-1, dados) 

 

 

modelo.2 

##  

## Call: 

## lm(formula = Y ~ I(X1^2) - 1, data = dados) 

##  

## Coefficients: 

## I(X1^2)   

##  0.0958 

E EXCEL 

ER 

Variável dependente 
Omiti o intercepto do modelo 

Variável independente 



18																																	http://marcioromarco.webnode.com	
	

11.2 COMO OBTER AS ESTATÍSTICAS DE PRECISÃO  

Ambos os programas, R e Excel, fornecem as estatísticas :/, :/, CKL e a 

significância dos parâmetros pelo teste t nos resultados da análise de regressão, 

conforme apresentado a seguir para o ajuste do modelo 2 (Tabela 1). 

 

 

 

 

 

 

 

summary(modelo2) 
 

 

 

 

 

EXCEL 

R 

:[/	

:/	

CKL 	

Testando a 5% de significância, pelo teste t 

 p-valor menor que 0,05 à o parâmetro \]^ é significativo 

Testando a 5% de significância, pelo teste F 

 p-valor menor que 0,05 à a regressão é 

 significativa 

Função que retorna um resumo dos resultados do 
ajuste 

Correlação entre _ e _̀ 
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##  

## Call: 

## lm(formula = Y ~ I(X1^2), data = dados) 

##  

## Residuals: 

##     Min      1Q  Median      3Q     Max  

## -6.7463 -1.1039 -0.2386  0.5694  8.0703  

##  

## Coefficients: 

##             Estimate Std. Error t value Pr(>|t|)     

## (Intercept) -2.54465    1.29409  -1.966   0.0649 .   

## I(X1^2)      0.10350    0.00445  23.260    7e-15 *** 

## --- 

## Signif. codes:  0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1 

##  

## Residual standard error: 2.747 on 18 degrees of freedom 

## Multiple R-squared:  0.9678, Adjusted R-squared:  0.966  

## F-statistic:   541 on 1 and 18 DF,  p-value: 6.999e-15 

 

 

Já as estatísticas OP, Q6R;, :DSN, WXO	2	ZXO, não são fornecidas e é necessário 

calculá-las. Nesse exemplo,  WXO	2	ZXO foram calculados apenas no R. 

 

 

 

EXCEL 

=(B7/E7)*100
0 

=RAIZ((SOMAQUAD(C25:C44)/CONT.NÚM(C25:C44))*100/E7 

=(SOMA(C25:C44)/CONT.NÚM(C25:C44))*100 

:/	 :[/	

CKL 	

Testando a 5% de significância, pelo teste F, p-valor menor que 0,05 à a regressão é significativa 

Testando a 5% de 
significância, pelo 

teste t 

 p-valor menor que 
0,05 à o parâmetro 
\]^ é significativo 


